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概要
教育応用では，個々の学習者に合わせた個別最適

な支援（自動作問など）が求められる．一方，作問
された設問の「難度」は，設問を解く学習者に関わ
らず定まる，学習者集団に非依存な尺度であること
が求められ，一般ユーザには解釈が難しい，アノ
テータ間の難度の基準の構築に労力が割かれてき
た．しかし，自然言語処理の教育応用では，(学習者,
設問文)のペアから個々の学習者が設問に正答する
かを予測する予測器さえ構築できれば応用上有用な
場面が多く存在すると思われる．本稿では，こうし
た予測器が入手できる場面で，学習者集団中の予測
正答者数の平均を一般ユーザにも解釈しやすい難度
の代わりに使える尺度として使う手法を提案する．

1 はじめに
教育応用では，個々の学習者に合わせた個別最適

な支援が求められる．例えば，学習者が過去に回答
した設問の設問文や，その回答の正誤が分かってい
れば，その設問文のテキスト情報と学習者情報の両
方を考慮して，学習者が次に回答すると最も教育効
果の高い設問を選んだり生成したりする支援が考
えられる．個別最適な支援を行うためには，このよ
うに設問テキスト情報と，読み手となる学習者の両
方を同時に考慮して，個々の学習者にとっての難度
を考慮する事が望ましい．ところが，自然言語処理
の教育応用の研究では，学習者とは独立に設問文だ
けから決まる「難度」の情報を教師やアノテータが
付与し，これを予測する研究が大半であった．例え
ば，第二言語学習者向けにテキストのリーダビリ
ティを推定する研究の大部分がこうしたタスク設定
である．こうしたタスク設定では，アノテータ間で
合意できる難度の尺度を作ることが難しいという問
題がある．例えば，第二言語学習者にとっての英語

のリーダビリティの代表的なデータセットである
[1]では，複数のアノテータ間で合意しやすいよう
に，難度の段階数を 3段階まで絞っている．また，
大規模言語モデルを用いた ChatGPT等の生成 AIが
社会に普及してきている現状では，こうした個々の
難度の尺度を一般の利用者が理解して使用する事は
現実的とは言い難い．
こうした状況の中，学習者の試験結果データを大
規模言語モデルに組み入れる手法についての研究が
進み，(学習者, 設問文, 正答/誤答) のデータがあれ
ば，個々の学習者が所与の設問文の設問に正答する
確率を予測する予測器を構成する事は容易になって
きた．そこで，自然言語処理の教育応用に，本当に
設問文だけから決まる難度という概念が必要である
のか，こうした予測器さえ構築できれば，時間や労
力をかけて，アノテータ間で合意できる難度の基準
を作成する必要はない教育応用も多いのではない
か？，が本稿の主題である．
そこで，本研究では，こうした予測器が与えられ
ている状況で，より人間にも生成 AIにも解釈しや
すく難度のように使える尺度として，予測器から
計算できる，学習者集団中の正答者数の分布を用
いる手法を提案する．「ある 100人の受験者集団で
は，次の設問は予測正答者数分布の平均が 𝑎人，標
準偏差 𝑏 と予想されています．予測正答者数分布
の平均が 𝑐 人の全く新しい設問を生成してくださ
い」といった指示を生成 AIに行い，正答者数分布
を用いることで学習者集団に即した作問を行う手
法を提案し，定性的に評価する．また，人間に対す
る解釈性の観点からも，平均や標準偏差といった概
念は高校の数学 Iの学習内容であるので，指示する
側の人間が数学 Iを履修していれば生成 AIに指示
が行えると期待される．学習者を表す特殊トークン
を導入する事で，Bidirectional Encoder Representations
from Transformers（BERT [2]）をはじめとする典型

― 3160 ―

言語処理学会 第30回年次大会 発表論文集（2024年3月）

This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



図 1 学習者トークンの導入（[3]）．

的な大規模言語モデル・マスク言語モデルをモデル
の改変なしにそのまま用いて，(学習者,設問文,正
答/誤答)のデータから学習者の正答/誤答確率を出力
する手法 [3]を紹介する．このように，特殊トーク
ンを導入する手法は，Named Entityに相当するトー
クンを入れる [4]等の手法にも用いられている．次
に，予測器を用いて，個々の設問に対して，「訓練
データ中の学習者集団に対する予測正答者数分布」
を求める手法を説明する．

2 関連研究
本研究のように，学習者の特性を考慮しつつ，学

習者集団とは独立に定義される難度の尺度も取り出
そうとする試みには [5]が挙げられる．しかし，こ
うした研究では，BERT等の一般的な自然言語処理
のモデルではなく，内部に難度パラメタを持つ専用
に設計されたモデルを使わなければならない．さら
に，その難度の尺度は一般ユーザには解釈が難しい
問題は残る．BERTなどの言語モデルを用いた教育
応用の既存研究はあるが [6, 7, 8]，これらの研究で
は難度の基準の難しさなどは扱われていない．
提案手法は，自然文で記述されている設問に対し

て，複数の学習者が正答/誤答が明瞭にわかる形式
（多肢選択式など）で回答する試験結果データであ
れば，幅広く適用することが可能である．しかし，
評価のためには，特定の問題に限定して，提案手法
が設問文の文意を考慮した学習者反応の予測がどの
程度行えているかを計測する必要がある．応用言語
学の分野においても，語の語義ごとの難度を評価し
たデータセットは知る限りないため [9, 10, 11]，本
研究では，設問文の文意を考慮した判定が行えてい
るかを評価するため，外国語学習の語彙学習支援に
おける多義語の各意味を知っているかを問う語彙テ
ストデータセット [3]を用いた．

3 設問の難度や識別力の抽出法
ここでは，BERTの予測器から，設問の難度や識

別力に相当する値を抽出する方法を [12]に沿って説

図 2 実験設定．青く塗られた部分がパラメタ推定に使わ
れる訓練データ．斜線部が性能比較に用いられるテスト
データ．今回も，学習者反応予測については，[3]と同一
の設定を用いた．

明する．また，項目反応理論（Item Response Theory,
IRT）の困難度や識別力といった概念についても
[12]を参照されたい．BERTは被験者が設問文が指
定されれば，その被験者がその設問に正答できるか
どうかだけでなく，その確率値も予測として出力で
きる．ある設問に着目し，全被験者がその設問を解
いた時の正答できる確率を BERTに出力させ，ここ
からその設問の正答者数の確率分布を計算する．被
験者間の独立性を仮定すると，数学的には，成功確
率が互いに異なる独立なベルヌーイ分布の和の分布
であるポアソン 2項分布を計算する事に相当する．
この時，その設問の正答者数の確率分布の平均を設
問の難易度，分散を識別力のような設問の良さと解
釈する事が可能になる．
ここでは，被験者数を 𝑁 人とし，学習者の添字を

𝑛とする（厳密には，被験者の中から特定の被験者
を選び 𝑁 と 𝐽 が異なる設定もあり得るので，違う
文字でおいた）．項目数を 𝐼 個とし，項目の添字を
𝑖 とする．学習データ上で予測器を微調整した後，
予測器は学習者 𝑛が項目 𝑖 に正しく回答する確率を
出力することができる．この確率を 𝐵𝐸𝑅𝑇𝑃𝑟𝑜𝑏(𝑛, 𝑖)
と表記する．簡単のために，ここからは設問 𝑖 に
焦点を当てる．𝐵𝐸𝑅𝑇𝑃𝑟𝑜𝑏(𝑛, 𝑖) を使って，N 人の
うち，質問 𝑖 に正答する者の確率分布を求めたい．
そこで 𝐵𝐸𝑅𝑇𝑃𝑟𝑜𝑏(𝑛, 𝑖) の確率で 1，そうでなけれ
ば 0 となるベルヌーイ分布に従う確率変数 𝐴𝑛 を
𝐴𝑛 ∼ 𝐵𝑒𝑟𝑛𝑜𝑢𝑙𝑙𝑖(𝐵𝐸𝑅𝑇𝑃𝑟𝑜𝑏(𝑛, 𝑖)) と定義する．簡単
のため，確率変数 {𝐴1, . . . , 𝐴𝑛}は互いに独立と仮定
する．学習者について和をとり，項目 𝑖の全 𝑁 人の
中での正答者数の確率分布は次のように書ける．

𝐴𝑖 =
𝑁∑
𝑛=1

𝐴𝑛 (1)

式 1は互いに独立なベルヌーイ分布の和であり，
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ポアソン 2 項分布と呼ばれる1）．この分布の計算
は，動的計画法を用いて計算可能である．[13, 14]
ではポアソン 2項分布の計算を全く違うタスクに対
して行う中で詳述しているので，計算アルゴリズム
の詳細はこちらを参照されたい．

𝐴𝑖 は確率分布なので，平均と分散を計算できる．
𝐴𝑖 は，全 𝑁 人のうち，項目 𝑖 の正答者数である事
に注意すると，𝐴𝑖 の平均は，問題 𝑖の難易度を表し
ていると解釈できる．また，𝐴𝑖 の分散は，問題 𝑖の
正解者数の予測値のエラーバーと解釈できる．同じ
ような難度の設問の中では，分散が最も小さい，つ
まり，正答者数の予測がつきやすい問題が性質が良
い．𝐴𝑖 の分散は，項目反応理論における「識別力」
に似た性質を持つ指標である．項目反応理論の識別
力は，項目が能力の高い被験者と低い被験者を識別
する力を表す．直感的には，能力が本当は高い被験
者が間違えてしまうような確率の少ない性質の良い
問題である度合いを表す．𝐴𝑖 の分散も，項目反応理
論の識別力のように性質の良い問題である度合を表
すが，項目反応理論はモデルが固定されているのに
対し，𝐴𝑖 の分散は予測器 𝐵𝐸𝑅𝑇𝑃𝑟𝑜𝑏(𝑛, 𝑖) の確率値
さえわかればどのような予測器を用いても計算で
き，深層転移学習等，複雑な手法を用いた場合でも
計算できる．
今回，提案手法は予測される正答者数の分布の平
均を設問の難度として，標準偏差を設問の難度推定
のしやすさとして出力できる．こうした値に類似し
た概念は，IRTにおいても，それぞれ，困難度，識
別力という名前で知られている．[12]では，提案手
法による値と，テストデータ中の値を与えたうえ
で IRTが推定した困難度・識別力の値が統計的有意
に相関していることを報告している．また，[12]で
は，リスク-リターンプロットを用いて，正答者数分
布を予測しやすいという意味で性質の良い問題を選
び出せることなども詳細に報告している．
4 生成 AI への指示による設問の
生成
表 3に，実際に [3]の「意外な意味」の語彙テス

トデータセットに含まれる語のテストの例を示す．
図 2の設定で，最も性能の高い “bert-base-cased”を
用いて予測したときの予測正答者数分布の平均は
69人，標準偏差は 4.16人であった．また，項目反
応理論の 2PL モデルを用いてデータが全て利用で
きる場合（つまり，図 2の斜線部もわかっている状

1） https://en.wikipedia.org/wiki/Poisson binomial distribution

態）での困難度と識別力を算出したところ，困難度
は-1.2であり，識別力は 0.738であった．
この設問に対して，生成 AI として有名である

ChatGPT の GPT-4 (ChatGPT May 24 Version) を用い
て，新しい英語テストを生成する実験を行った．具
体的には，次のような指示文のあとに，表 4のよう
なプロンプトで，具体的にどのような設問を生成し
てほしいのか日本語で指定した．指示文には日本語
を用いた．これは，[3]のデータセットは，日本のク
ラウドソーシングサービスである Lancersで作成し
ているため，回答者の大部分は日本語を母語とする
英語学習者であると推測されるためである．

GPT-3.5 (ChatGPT May24 Version) でも表 4のよう
なプロンプトを与えたが，指示文の中で例示した
表 3の設問の引きずられたためか，全く新しい設問
は生成されなかった．そのため，実験には一貫し
て GPT-4を用いた．GPT-4でも，「全く違う単語を
使って」を入れないと，指示文中で利用している
表 3 と同じ単語や選択肢を含む設問が生成される
ことがあったため，明示的に「全く違う単語を使っ
て」を指示文に加えた．これにより，表 3と同じ単
語や選択肢を含む設問が生成されることはなくなっ
た．表 4の指示では，特に新しい問題を複数生成し
ても良いが，1回の生成に対して新しい問題がかな
らず 1問生成されるようになった．また，Chain of
Thoughtといって，「１つずつ順序立てて考えてくだ
さい」という指示を入れると，目的とする生成が出
力されることが多くなるという報告がある [15] の
で，表 4に加えた．また，句読点については，日本
語は圧倒的に「、。」を使ったテキストが多く，言語
モデルでは句読点も生成されることから，指示文で
は工学系の一部論文等で使われる「，．」は用いず，
明確に「、。」を句読点に用いたテキストを使用した．
表 3に対して，正答者数の平均が 95人になるよ
うに指示した結果が表 5，平均が 29人になるように
指示した結果が表 6である．実際に，それぞれ，設
問が容易／困難になっていることが分かる．一方，
表 3に対して，正答者数分布の標準偏差を操作する
ことにより生成させた設問が，表 7と表 8である．
正答者数分布の標準偏差の場合は，人間でも作成
した設問の標準偏差を予測することが難しいこと
から，具体的な数値目標は指定せず，単純に「大き
く」，「小さく」と指定するにとどめた．正答者数分
布の標準偏差を大きくした場合は，複数の選択肢が
正解と思われる設問が生成された．一方，正答者数
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The area was in timber and coal.
a) inexpensive b) cheap c) poor d) not well off

図 3 実際に語彙テストデータセットに含まれる設問の
1例．予測された正答者数分布は平均 69人，標準偏差は
4.16であった．また，項目反応理論の 2PLで算出した場
合の困難度は-1.2，識別力は 0.738であった．

次の英単語テスト問題は、ある 100人の英語学習者から
なる受験者集団において、予測される正答者数の分布が
平均 69人、標準偏差 4.16人と予測されています。この受
験者集団において、予測される正答者数の分布が同程度
で、標準偏差がより小さい英単語テスト問題を、全く違
う単語を使って生成してください。１つずつ順序立てて
考えてください。
====
”The area was in timber and coal.”の下線部に入る語を
inexpensive, cheap, poor, not well offの 4つから選びなさい。

図 4 実際に用いたプロンプト．

He turned off the lights and went to .
a) bed b) kitchen c) car d) park

図 5 正答者数 95 人になるように指示して生成された
設問．

分布の標準偏差を小さくした場合は，より，正解が
明確と思われる設問が生成された．
特に，表 6と表 7の違いが重要である．正答者数

を少なくさせるような設問を生成するように依頼
した表 6では，単に，専門的な語（通常，コーパス
の頻度が低い語）を答えさせる設問を生成したのに
対して，表 7使用されている語は一般的な語である
が，どの選択肢も答えになりうる設問が生成されて
いる．これは，実際に，「正答者数分布の平均」の
大小が設問に及ぼす影響と，「正答者数分布の標準
偏差」の大小が設問に及ぼす影響の違いを，GPT-4
が正しく理解していることを示す．以上のように，
GPT-4は，正答者数分布の平均も標準偏差も，設問
のどのような性質に対応しているかを理解している
と定性的に示された．
一方，同様の指示を，項目反応理論の「困難度」

や「識別力」といった専門的な語で指示した場合
は，GPT-4は，どのような設問を生成すればいいか，
正しく理解できるのだろうか？実際に，このように
項目反応理論の用語を用いて指示して設問を生成し
たものが表 9，表 11，表 10 である．表 9 では，や
はり，低頻度語を用いた設問で困難度を上昇させて
いるのに対し，表 10では，低頻度語を特に用いず
に，設問を曖昧にすることで，識別力を低下させて
いる．従って，驚くべきことに，GPT-4は困難度や
識別力といった項目反応理論の概念も適切に理解
し，定性的には指示に沿った設問生成が可能である
ように見える．

The researcher analyzed the between the two variables.
a) apex b) correlation c) paradigm d) zenith

図 6 予測正答者数分布の平均が 29人になるように指示
して生成された設問．

He is very .
a) kind b) friendly c) evil d) generous

図 7 予測正答者数分布の標準偏差を大きくするように指
示して生成された設問．

The birds south for the winter.
a) fly b) drive c) walk d) run

図 8 予測正答者数分布の標準偏差を小さくするように指
示して生成された設問．

Despite the challenging conditions, the team remained .
a) resilient b) permeable c) solvable d) inflammable

図 9 項目反応理論の困難度を-1.2から 0.89に変更するよ
うに指示して生成された設問．

The sun in the east.
a) rises b) falls c) sinks d) dives

図 10 項目反応理論の識別力を 0.738から小さくするよ
うに指示して生成された設問．

He has a to exaggerate things.
a) tendency b) progression c) direction d) development

図 11 項目反応理論の識別力を 0.738から大きくするよ
うに指示して生成された設問．

5 おわりに
本研究では，これまで学習者集団に依存しない設
問文の難度について，難度の基準のすり合わせが難
しい事を指摘した．そして，(学習者,設問文,正答/
誤答)のデータから正答確率を予測する予測器を用
いて，学習者集団に依存はするものの正答者数予測
分布の平均や分散が，難度として利用できることを
示した．提案手法は，平均や分散の概念さえ分かれ
ばよいため，項目反応理論などの難度の基準構築に
なじみのない一般ユーザでも，より直感的に生成 AI
を用いて自動作問する際などに用いる事ができる．
さらに，実際に，提案する設問難度推定法により，
代表的な生成 AIである ChatGPTを用いて設問生成
を行うことにより，指示を行う人間の意図に沿った
設問の生成が行える事を定性的に確認した．
本研究の今後の課題としては，予測正答者数分布
の平均や標準偏差を数値指定して生成 AIで設問生
成を行った場合に，実際にその設問を受験者集団に
実施し，指定した数値に沿った設問生成を行えてい
るか数値評価することが挙げられる．
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A 付録：実験設定の詳細
回答者のプライバシーなどの観点から，[3]では

回答者の母語については入力等をしてもらったり，
明示的に日本語を母語とする学習者のみに回答させ
たりはしておらず，あくまで推察・暗示されるだけ
である．このため，表 4においても，日本語を用い
た指示文で英語の英単語テストの設問を生成する事
により，日本語を母語とする英語学習者向けの試験
問題を生成していることが暗示されるようにするに
とどめ，「日本語を母語とする英語学習者向けの試
験問題を生成せよ」といった明示的な指示は与えな
かった．
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